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摘 要： 认知学习是认知无线网络（ＣＲＮ）跨层设计中非常重要的一环，它要求通信网络能利用已知跨层环境参
数进行知识提取学习，并根据需要重配置网络．本文提出了一种基于粗糙集的 ＣＲＮ跨层学习技术，构建了案例事件
库、知识库与规则匹配器，该模型结合数据离散、属性约简、值约简与规则生成算法来解决 ＣＲＮ的跨层学习问题．通过
典型测试数据集的仿真比较，选出一组适合于所提出模型的粗糙集算法集合．仿真结果表明，该算法集能有效解决
ＣＲＮ跨层学习中知识提取与规则生成的准确性及有效性等问题，提出的跨层学习模型能有效用于 ＣＲＮ中的知识
学习．
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１ 引言

ＣＲＮ要求网络能自适应多变环境［１，２］，其设计区别
于传统网络．传统网络协议栈采用分层设计原则，使其
具有独立性、模块性．但分层设计不利于跨层参数共享，
导致ＣＲＮ的认知学习受到很大限制．

无线网络多层协议栈中，层间参数有复杂关系［３］．
如ＭＡＣ层退避与 ＲＴＳ／ＣＴＳ有内在联系：公平性好的退
避算法能保证有效接入，这时网络可不用 ＲＴＳ／ＣＴＳ以
减少额外开销．又如多次重传 ＲＴＳ都未收到 ＣＴＳ的节
点，会使ＤＳＲ协议查找新路由，但原路由可能仍有效，
只是因信道被临时占用而无法使用，若用表路由则可避

免路由查找．可见跨层信息在 ＣＲＮ中有重要作用，为认
知学习提供了条件．

无线跨层研究在学术界受到了很高的重视，相关的

研究成果也较多［１～１０］．但迄今为止，对无线网络的跨层
研究多集中在性能优化方面［３～１０］，如：文献［３］旨在实
现拥塞控制和路由调度的性能优化．文献［４］通过引入
信道预留机制，以最大化次用户吞吐量．文献［５］在有限
带宽条件下，研究网络层与 ＭＡＣ层的跨层资源优化分
配以满足ＱＯＳ要求．文献［６］重点研究物理层与ＭＡＣ层
的联合优化策略，以实现资源有效分配．文献［７］用遗传
算法（ＧＡ）基于ＡＣＫ信号求解网络配置最优参数．文献
［８］用分枝定界法对物理层、链路层和网络层联合优化．
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文献［９］用模糊逻辑优化ＭＡＣ层与传输层．这类基于性
能优化的机制存在的主要问题是缺乏学习能力，没有

知识存储与更新．在学习策略方面，文献［１０，１１］主要用
增强学习算法对ＣＲＮ中某层协议栈资源分配进行了研
究．总体看，当前对 ＣＲＮ跨层学习机制的研究十分有
限［１２］，急需寻求新的学习机制以解决 ＣＲＮ中知识学习
与知识形成等问题．

粗糙集（ＲｏｕｇｈＳｅｔＲＳ）具有提取潜在知识的能力，
是一种具有很好应用潜力的学习技术［１３］，本文将其作

为ＣＲＮ跨层学习基础．据作者所知，将 ＲＳ用在 ＣＲＮ技
术的文献极少［１４］，而将其用作跨层认知学习的研究还

未见报道．本文旨在研究基于ＲＳ学习引擎的 ＣＲＮ跨层
学习，建立相应模型框架，以完成 ＣＲＮ学习与知识提
取，实现网络性能提升．

２ 认知网络跨层模型设计

ＣＲＮ借助ＣＲ设备设计网络认知环路［１５］，认知环路
要求网络能感知理解当前环境，并具备学习能力，以决

策和实时调整网络配置．
目前对ＣＲＮ认知环路的设计，大多只停留在环路

模型各组成部件的功能设计与分析［１６］．本文建立的基
于跨层模型的认知网络结构如图１，以观察、学习、决策
和行动为认知环路．送入环路的信息包括局部和全局
信息．局部信息来自节点内部协议栈，包括物理层、链
路层、传输层和应用层等参数信息．全局信息来自网络
信息域，如：网络运行时间、吞吐量等．各层配备观察与
行动两个模块．观察模块确定并采集协议栈状态参数，
行动模块完成各层参数重配置．各层信息通过跨层信
息总线收集传递，以事件向量形式封装存入事件案

例库．
图１中，案例库中案例数据是 ＲＳ学习引擎（ＲＳＬＥ）

的数据源．为确保知识时效性，该引擎休眠时间段 Ｔｓｌｏｔ
后启动，Ｔｓｌｏｔ为案例库新增案例数到达某阈值Ｎｔｈｒｅｓｈ时的
时间．该案例库随环境变化载入新案例．事件案例对象

（→ＥＴ＝｛→ｅｎ，→ｃｏｆｇ，→ｃａｐ｝）是案例库的存储单位，环境参数
→ｅｎ对观察模块观察的环境信息进行分类描述，如节点
数量、链路状态等；可配置参数 →ｃｏｆｇ包括：退避机制、路
由协议等；性能参数 →ｃａｐ包括：吞吐量、丢包率等．

ＲＳＬＥ引擎以案例库中案例矢量为处理对象，经预
处理、离散以及约简等形成知识．知识被存入规则知识
库，并通过接口完成访问与匹配．

规则匹配器匹配知识库中的规则，以下两种情况

启动匹配，第一是组建新网络时，需配置合适参数达到

相对满意性能．第二是在已建好网络中，网络环境发生
变化，原有配置不能满足用户需求．匹配准则用规则相
似度衡量，选择完全匹配或相识度最高的规则作为最

优规则．
决策器根据匹配器中匹配的最优规则，选择可调

参数，并以改变最少可调参数作为决策条件．特别是对
满负荷运行网络，过多改变配置参数，可能会导致网络

性能下降．

３ 粗糙集学习引擎（ＲＳＬＥ）

粗糙集是一种重要的学习技术，与其它学习技术

相比，ＲＳ无需提供除问题所涉数据集合外的先验信息，
它用数据集等价关系来发现潜在规律并形成知

识［１３，１７，１８］．本文将ＲＳ引入 ＣＲＮ跨层学习，构建模型和
提炼规则知识．如图 ２，ＲＳＬＥ由数据预处理、决策表形
成、数据离散处理、属性重要度计算、属性约简和值约

简模块组成．

３．１ 粗糙集基础

粗糙集中，决策表定义为：Ｓ＝＜Ｕ，Ａ，Ｖ，ｆ＞，Ｕ为
对象集合即论域；Ａ是由条件属性集Ｃ和决策属性集Ｄ
组成的属性集合，即 Ｃ，ＤＡ，且 Ｃ∪Ｄ＝Ａ，Ｃ∩Ｄ＝
．Ｖ＝∪

ａ∈Ａ
Ｖａ是属性值集合，Ｖａ是属性ａ∈Ａ的值域；

ｆ：Ｕ×Ａ→Ｖ，即 ｆ（ｘ，ａ）∈Ｖ，它指定 Ｕ中对象ｘ的属性
值．ＲＳ中不可区分关系是基本原则，对 ＲＡ，不可分
辨关系 ＩＮＤ（Ｒ）定义为：ＩＮＤ（Ｒ）＝｛（ｘ，ｙ）∈Ｕ×Ｕ｜ｒ∈
Ｒ，ｒ（ｘ）＝ｒ（ｙ）｝．ＩＮＤ（Ｒ）是一等价关系，由这种等价关
系导出对 Ｕ的划分记为Ｕ／ＩＮＤ（Ｒ）．ＲＳ定义了下近似
域（Ｂ－（Ｘ））、上近似域（Ｂ－（Ｘ））和边界域（ＢＮＧ（Ｘ））
三个域，记为 Ｂ－（Ｘ）＝∪｛Ｙｉ∈Ｕ／ＩＮＤ（Ｂ）｜ＹｉＸ｝，
Ｂ－（Ｘ）＝∪｛Ｙｉ∈Ｕ／ＩＮＤ（Ｂ）｜Ｙｉ∩Ｘ≠ ｝，ＢＮＧ（Ｘ）＝
Ｂ－（Ｘ）－Ｂ－（Ｘ）．
约简是ＲＳ的重要概念，若 Ｐ和Ｑ是Ｕ的两等价关

系簇，有 ＱＰ，若 Ｑ独立，且 ＩＮＤ（Ｑ）＝ＩＮＤ（Ｐ），则称
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Ｑ是Ｐ的一个约简，记为 Ｒｅｄ（Ｐ）．由下近似可得出约
简，在论域 Ｕ中，Ｑ的 Ｐ正域记为 ＰＯＳＰ（Ｑ），定义为
ＰＯＳＰ（Ｑ）＝ ∪

Ｘ∈Ｕ／Ｑ
Ｐ－（Ｘ）；若 Ｐ的独立子集 ＳＰ有

ＰＯＳＳ（Ｑ）＝ＰＯＳＰ（Ｑ），则称 Ｓ为Ｐ的Ｑ约简．
３．２ 粗糙集算法构建

在ＲＳＬＥ中，数据离散、属性约简和值约简等模块
有多种算法供选择，不同算法组合会导致引擎性能不

同［１９］．下文先分析离散、属性约简以及值约简算法，通
过仿真比较典型算法，并以常用机器学习数据集作为

仿真对象．经仿真确定一组复杂度、效率和准确性适合
于ＲＳＬＥ的算法．数据集信息如表１，表中列出了６种常
用数据集，在样本数与决策类上都不同．属性类型项表
明了数据集中的属性类型，包括实数型（Ｒｅａｌ）、分类型
（Ｃａｔｅｇｏｒｉｃａｌ）、整数型（Ｉｎｔｅｇｅｒ）．

表１ 机器学习数据集

数据集 样本数 条件属性数 属性类型 决策类

Ｉｒｉｓ １５０．０ ４ Ｒｅａｌ ３
Ｇｌａｓｓ ２１４．０ ９ Ｒｅａｌ

ＨａｙｅｓＲｏｔｈ １３２．０ ５ Ｃａｔｅｇｏｒｉｃａｌ ３
Ｌｉｖｅｒｄｉｓｏｒｄｅｒｓ ３４５．０ ６ Ｃａｔｅｇｏｒｉｃａｌ，Ｉｎｔｅｇｅｒ，Ｒｅａｌ ２
ＰｉｍａＩｎｄｉａｎｓ ７６８．０ ８ Ｉｎｔｅｇｅｒ，Ｒｅａｌ ２
Ｗｉｎｅ １７８．０ ３ Ｉｎｔｅｇｅｒ，Ｒｅａｌ １２１

表２列出了粗糙集常用算法，其中数据离散算法４
种，属性约简４种，规则生成２种．

表２ 仿真比较算法集

数据离散算法 属性约简算法 规则生成算法

Ｂｏｏｌｅａｎｒｅａｓｏｎｉｎｇ Ｇｅｎｅｔｉｃａｌｇｏｒｉｔｈｍ ＲＯＳＥＴ值约简
Ｅｎｔｒｏｐｙ／ＭＤＬ Ｊｏｈｎｓｏｎ′ｓａｌｇｏｒｉｔｈｍ 一般值约简

Ｅｑｕａｌｆｒｅｑｕｅｎｃｙｂｉｎｎｉｎｇ 属性重要度

基于属性重要度 信息熵

３．２．１ 数据离散

ＣＲＮ跨层信息主要有枚举型和实数型．如 ＭＡＣ层
协议类型是枚举型，而传输功率是实数型．数据离散的
对象是连续实数型数据，其前提是不改变数据分类能

力．离散过程可描述为：Ｌａ是某属性ａ的值域（ａ∈Ａ），
断点集｛ｌａ１，ｌａ２，ｌａ３，…，ｌａｎ｝将 Ｌａ分成ｎ＋１区域段，落在某
段的属性值用相同标识符表示．

为从典型离散算法中确定一种适用于 ＲＳＬＥ，论文
分析了表３所示的四种算法及其处理效果．表３中Ａ为
数据集属性断点总数，Ｂ为用 ＧＡ约简离散后的剩余属
性数．表中 Ｂｏｏｌｅａｎｒｅａｓｏｎｉｎｇ离散断点数最少，但却未得
出最少约简；在离散 ＰｉｍａＩｎｄｉａｎｓ时，其第二属性是连续
的，但却未生成离散该属性的断点集合．Ｅｎｔｒｏｐｙ／ＭＤＬ能
将属性划分得较多，也能得出较少剩余属性，但处理

Ｗｉｎｅ时，离散失效．Ｅｑｕａｌｆｒｅｑｕｅｎｃｙｂｉｎｎｉｎｇ也同样存在
离散不彻底的问题．基于属性重要度的算法，有较合理
的断点集合，属性约简能将数据最大限度的约简，本文

将其作为引擎中的离散算法．
表３ 数据离散仿真结果

数据离散算法
Ｉｒｉｓ
Ａ Ｂ

ｇｌａｓｓ
Ａ Ｂ

ＨａｙｅｓＲｏｔｈ
Ａ Ｂ

Ｌｉｖｅｒｄｉｓｏｒｄｅｒｓ
Ａ Ｂ

ＰｉｍａＩｎｄｉａｎｓ
Ａ Ｂ

Ｗｉｎｅ
Ａ Ｂ

Ｂｏｏｌｅａｎｒｅａｓｏｎｉｎｇ ８ ４ １５ ８ １５ ５ ２１ ６ ２２ ８ １５ ６
Ｅｎｔｒｏｐｙ／ＭＤＬ ３１ ３ ２５６ ６ ８１ ３ ６６ ６ ４９ ８ 失效 ３
Ｅｑｕａｌｆｒｅｑｕｅｎｃｙｂｉｎｎｉｎｇ ８ ４ １８ ８ １０ ５ １２ ６ １６ ８ ２６ １１
基于属性重要度 ９ ３ ２９ ６ ８５ １ ３１ ５ ４４ ５ ３５ ４
注：Ａ－断点数；Ｂ－剩余条件属性数．

３．２．２ 属性约简

ＲＳＬＥ中，属性约简模块约简冗余信息．本文选择具
有最少属性数的约简作为约简结果．约简算法有多种，
本文仿真分析四种典型的约简算法．对表１前五组数据
集用Ｂｏｏｌ算法离散，对Ｗｉｎｅ用Ｅｑｕａｌｆｒｅｑｕｅｎｃｙｂｉｎｎｉｎｇ离
散，此离散为属性约简提供可约简决策表．然后将离散
结果交与不同约简算法，得表４结果．可知各算法均得

表４ 属性约简仿真

数据集 属性数
约简后的属性个数

Ｇｅｎｅｔｉｃ Ｊｏｈｎｓｏｎ′ｓ 属性重要度 信息熵

Ｉｒｉｓ ４ ４ ４ ４ ４
ｇｌａｓｓ ９ ８ ８ ８ ８
ＨａｙｅｓＲｏｔｈ ５ ５ ５ ５ ５
Ｌｉｖｅｒｄｉｓｏｒｄｅｒｓ ６ ６ ６ ６ ６
ＰｉｍａＩｎｄｉａｎｓ ８ ８ ８ ８ ８
Ｗｉｎｅ １３ １１ １１ １１ １１

出相同约简结果，且 ｇｌａｓｓ与 ｗｉｎｅ在约简后分别减少了
一个与两个属性，说明此两数据集有多余属性可约简．

文献［２０］对算法复杂度进行了分析．ＧＡ求最小约
简时间复杂度为 Ｔ＝Ｏ（ＧＥＮｐｏｐｓｉｚｅ｜Ａ｜｜Ｕ｜
ｌｏｇ｜Ｕ｜），｜Ａ｜为属性集个数，｜Ｕ｜为 Ｕ个数，ＧＥＮ为种
群迭代数，ｐｏｐｓｉｚｅ为种群数．可知当算法执行次数和种群
大小确定时，算法运行时间会随论域对象个数增加近

似线性上升．属性重要度约简、信息熵约简以及 Ｊｏｈｎｓｏｎ
约简算法的时间复杂度分别为 Ｔ＝Ｏ（｜Ａ｜｜Ｕ｜２）、
Ｔ＝Ｏ（｜Ａ｜２）和 Ｔ＝Ｏ（｜Ａ｜２｜Ｕ｜２）．本文将时间复杂
度相对较低的信息熵约简算法作为候选算法．
３．２．３ 值约简与知识表示

值约简模块对ＲＳＬＥ中所有跨层信息进一步约简．
决策表中的一条案例可看成一条原始规则，值约简将

去掉该规则中的冗余成分，这与属性约简处理的对象
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不同．属性约简去掉决策表的多余属性，而值约简去掉
原始规则中的多余属性值．值约简能生成更一般的
规则．

为选择合适的值约简，本文分析两种典型值约简

算法，仿真结果如表５，从表５可知，采用基于属性重要
度的值约简生成的规则，要比用 Ｒｏｓｅｔｔａ值约简的规则
平均长度短．规则平均长度（ＲＬａｖｒ）定义为：

ＲＬａｖｒ＝（∑
ｎ

ｉ＝１
ＲＬｉ）ｎ

ｎ为规则数，ＲＬｉ为规则长度（用规则属性数度量）．本
文选择规则平均长度最短的算法作为候选算法．表５属
性重要度方法的平均长度比 Ｒｏｓｅｔｔａ值约简少一个单位
长度，本文采用前者作为候选算法．

表５ 值约简仿真

数据集 对象数
约简后平均规则长度

Ｒｏｓｅｔｔａ值约简 重要度值约简

Ｉｒｉｓ １５０．０ ４ ３．５
ｇｌａｓｓ ２１４．０ ８ ６
ＨａｙｅｓＲｏｔｈ １３２．０ ５ ４
Ｌｉｖｅｒｄｉｓｏｒｄｅｒｓ ３４５．０ ６ ５．５
ＰｉｍａＩｎｄｉａｎｓ ７６８．０ ８ ６
Ｗｉｎｅ １７８．０ １１ ８

本文用 ＩＦ…Ｔｈｅｎ…规则表示学到的知识．如：设有
ＡＲＱ、ＦＥＣ两种因子影响端到端吞吐量（ＴＨ），其相应
知识规则可表示为：

（１）ＩＦ（ＡＲＱ＝ｏｎ）ｔｈｅｎ（ＴＨ↑）；
（２）ＩＦ（ＦＥＣ＝ｏｎｏｒＦＥＣ＝ｏｆｆ）ｔｈｅｎ（ＴＨｉｓＵｎａｆｆｅｃｔ

ｅｄ）．
第一条规则表示：若 ＡＲＱ开启则吞吐量 ＴＨ会上

升；第二条规则表示：无论 ＦＥＣ开启或关闭，吞吐量不
受影响．

４ 仿真分析

４．１ ＭＡＣ层协议退避分析
分布式网络的ＭＡＣ层协议主要采用８０２１１标准，

各节点间数据发送与接收时可能出现多个节点同时向

某节点发送报文而产生碰撞．降低碰撞需合理调度各
节点对信道的访问，ＭＡＣ中用退避机制来达到此目的．
退避算法既要减小节点间的碰撞概率，又要避免因退

避时间过长而降低信道利用率，同时还要保证节点公

平访问信道．
各种算法都有各自的最佳适用网络场景．如 ＭＩＬＤ

算法用于较多节点数网络时，其竞争窗口值变化较平

滑，网络吞吐量会略优于 ＢＥＢ算法；当网络节点数中等
时，该算法会因 ＣＷ线性递减而使窗口值变化较慢，易
使节点 ＣＷ值大于最优值，吞吐量会比 ＢＥＢ差；当节点
数较少时，因ＭＩＬＤ中 ＣＷｍｉｎ初值较少，其吞吐量会优于

ＢＥＢ．又如 ＳＤ算法用在节点数较多的网络时，其吞吐量
和公平性高于 ＢＥＢ；当网络节点数较少时，节点在偶然
碰撞时 ＣＷ会加倍，算法需经多次成功发送后才使 ＣＷ
调为合理值，其公平性不如ＢＥＢ算法．

综上，每种退避算法都有优缺点，有必要学习其潜

在规律并形成规则知识，并将形成的知识用以指导配

置网络运行．
４．２ 多跳链式网络性能分析

为分析ＣＲＮ多跳对网络性能的影响，本文建立３０
个网络仿真场景，跳数从 １到 ３０，节点间距离为 ２００ｍ
的链式静态结构（节点发射距离 ２５０ｍ）．１节点（源）以
ＣＢＲ向目的发ＵＤＰ包（５１２字节），链路层数据带宽２Ｍ，
数据包速６００Ｋｂｐｓ．图３是仿真时间为１０ｓ，各场景收到
的数据包（星号），横坐标是网络跳数，纵坐标是收到数

据包数．各网络均发送 １４６５个数据包，在 １至 ６跳，接
收数据包随跳数增加剧烈下降；在７至３０跳，收包基本
在３００左右．多跳网络中节点间的竞争会随跳数变化而
变化，这时配置适合网络场景的退避算法，是很重要

的．方框连线为拟合曲线，近似服从下式高斯函数：
ｆ（ｘ）＝ａ１ｅｘｐ（－（（ｘ－ｂ１）／ｃ１）２）＋

ａ２ｅｘｐ（－（（ｘ－ｂ２）／ｃ２）２）
式中参数范围 ａ１∈（１０１７，１２６１），ａ２∈（１１２７，５９８），ｂ１∈
（０２８８３，１２３４），ｂ２∈（－１７５３，１５３５），ｃ１∈（２１９７，
３１７２），ｃ２∈（－１４９６，３１３１）．参数取对应范围的中间
值，如（１０１７，１２６１）中间值 １１３９，即拟合曲线置信度
９５％，模型拟合决定系数０９９２６．以上场景分析知网络
性能与配置参数和环境相关，而拟合结果体现了跳数

与吞吐量间的高斯曲线关系．该曲线是通过图表分析
得出的知识，虽然该知识只在特定参数下有效，但说明

网络中存在潜在知识可学习．

４．３ 模型仿真

为验证提出模型的有效性，本文结合ＭＡＣ层、传输
层、应用层等跨层信息，对其进行离线学习．收集不同
场景的跨层信息，经学习形成规则知识．通过对随机生
成的无线网络匹配最佳规则和重配置协议参数，来进

行模型验证．
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４．３．１ 数据采集与规则生成

粗糙集认知跨层学习模型离线采集样本数据，形

成案例数据库．本文建立表６所示仿真场景，节点间距
离随机生成，表６中信道容量、数据速率等有多个取值，
它们的不同组合就是特定的一个网络场景．在不同场
景中，分别通过跨层信息总线收集各跨层信息．感知的
网络性能为：吞吐量、数据包端到端时延以及丢包率．
表中每次仿真时间设为固定值８０ｓ，目的是便于比较网
络性能．

表６ 网络参数

仿真时间 ８０ｓ 网络拓扑 链式网络

传输范围 ２５０ｍ 干扰范围 ５５０ｍ
ＭＡＣ协议 ８０２１１标准 包大小 ５１２Ｂｉｔ
信道容量 ２／６／１１Ｍ 数据速率 ２００／６００／１０２ＫＢ
退避机制 ＢＥＢ／ＭＩＬＤ 传输层协议 ＵＤＰ（ＣＢＲ）
节点数 Ｎ＝２，３，４，…，３０ 路由协议 ＡＯＤＶ

仿真涉及５２２个场景，采集的跨层信息（局部信息）
包含物理层信道容量；ＭＡＣ层退避算法类型；传输层
ＣＢＲ数据率；应用层跳数、节点密度；全局信息有网络
运行时间及吞吐量（收发包数）．提取参数经处理存入
事件案例库．节点密度定义为网络中活跃节点传输范
围内的节点数均值．活跃节点指在某个会话中，参与数
据包转发的通信节点．表７列举了离散采集的部分案例
样本，每一行就是一个特定案例．表７第一行表示：数据
速率 １０２４Ｋｂｐｓ，节点密度 １．３３３，信道容量 ６Ｍ，跳数为
２，退避算法为 ＢＥＢ，仿真时间内，链路发送 １９７５０个数
据包，接收１７３０９个数据包．因仿真时间恒定，数据分析
中，时间属性可被约简，此时发包与收包数的比例决定

了网络性能．案例库中案例经比较形成以退避算法为
决策属性的决策表．

表７ 采集的部分案例数据样本

数据

速率

节点

密度

信道

容量

跳数 退避

算法

仿真

时间

发包数 收包数

１０２４ １．３３３ ６ ２ ｌ ８０ １９７５０ １７３０９
２００ １．８３３３ ２ １１ １ ８０ ３８５８ ３８５０
６００ １．８ ２ ９ １ ８０ １１５７３ ２７２５
６００ １．３３３ ２ ２ １ ８０ １１５７３ １０３５８
１０２４ １．７５ ６ ７ ２ ８０ １９７５０ ６５５４
２００ １．６６７ １１ ５ １ ８０ ３８５８ ３８５７
６００ １．６６７ ２ ５ ２ ８０ １１５７３ ４５３１
１０２４ １．９ ６ １９ １ ８０ １９７５０ ４４９３
２００ １．７１４３ ６ ６ ２ ８０ １９７５０ ３６３６
６００ １．９２ ２ ２４ ２ ８０ １１５７３ ３０５５

ＲＳＬＥ的离散用基于属性重要度方法，属性约简用
信息熵约简，值约简用属性重要度约简．表７条件属性
的离散结果如表８，可知前三个属性被分成三区域，第
四属性被分成十五区域．该划分数据具有归类性，与模
糊逻辑中用模糊变量［２１］将属性分为不同等级类似，不

同的是前者用基于重要度方法，后者用隶属度函数．
表８ 离散断点集合

ａｔｔｒｉｂｕｔｅ１ ｛４００，８１２｝
Ａｔｔｒｉｂｕｔｅ２ ｛１５５００，１６３３５｝
ａｔｔｒｉｂｕｔｅ３ ｛４０，８５｝
ａｔｔｒｉｂｕｔｅ４ ｛３５，４５，５５，６５，７５，１１５，１２５，１３５，１４５，１７５，

１８５，１９５，２０５，２１５｝

划分区域后属性约简输出为：｛ａｔｔｒｉｂｕｔｅ１，ａｔｔｒｉｂｕｔｅ３，
ａｔｔｒｉｂｕｔｅ４｝．属性２（活跃节点密度）被约去，原因是网络
为链式结构，活跃节点为链路中的节点，即跳数信息可

转化为节点密度信息．原５２２条数据经处理生成７２条
规则，规则平均长度为 ３．部分规则如图 ４，其中 ａｔ
ｔｒｉｂｕｔｅ１、２、３和４分别为数据率、信道容量、跳数和退避
算法．图 ４中第 １条规则解释为，跳数属性在区间［１，
３５］取值时，退避算法须采用标号为１的配置．该规则
中并未像第３条规则一样指明第１与第２属性的取值
范围，是因在规则１中包含的属性３在［１，３５］的取值
已决定了属性４，而与属性１和２无关．

Ｒｕｌｅｓ１：ｉｆａｔｔｒｉｂｕｔｅ３＝［１，３５］ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝１
Ｒｕｌｅｓ２：ｉｆａｔｔｒｉｂｕｔｅ２＝［８５，１１］ａｎｄａｔｔｒｉｂｕｔｅ３＝４ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝１
Ｒｕｌｅｓ３：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ２＝［８５，１１］ａｎｄ

ａｔｔｒｉｂｕｔｅ３＝５ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝１
Ｒｕｌｅｓ４：ｉｆａｔｔｒｉｂｕｔｅ２＝［８５，１１］ａｎｄａｔｔｒｉｂｕｔｅ３＝６ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝１
Ｒｕｌｅｓ５：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ３＝７ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝２
Ｒｕｌｅｓ６：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ３＝１１ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝２
Ｒｕｌｅｓ７：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ３＝１２ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝２
Ｒｕｌｅｓ８：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ３＝１３ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝２
Ｒｕｌｅｓ９：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ３＝１４ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝２
Ｒｕｌｅｓ１０：ｉｆａｔｔｒｉｂｕｔｅ１＝［８１２，１０２４］ａｎｄａｔｔｒｉｂｕｔｅ２＝［８５，１１］ａｎｄ

ａｔｔｒｉｂｕｔｅ３＝１８ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝１
Ｒｕｌｅｓ１１：ｉｆａｔｔｒｉｂｕｔｅ１＝（０，４００］ａｎｄａｔｔｒｉｂｕｔｅ２＝（０，４］ａｎｄ

ａｔｔｒｉｂｕｔｅ３＝５ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝１
Ｒｕｌｅｓ１２：ｉｆａｔｔｒｉｂｕｔｅ３＝［２１５，２９］ｔｈｅｎａｔｔｒｉｂｕｔｅ４＝２

图４ 部分规则样本示例

４．３．２ 重配置网络仿真

ＣＲＮ能实现协议与接口参数重配置．为验证提取的
规则，本文以吞吐量、端到端时延和丢包率为性能比较

参考．在１０００×１０００区域中产生２０个节点，随机选择源
目节点组建链式网络，源点以固定速率向目的点发送

ＣＢＲ流．数据率４００Ｋｂｐｓ，信道容量２Ｍ，路由协议 ＡＯＤＶ，
跳数５，节点传输范围２５０ｍ．ＭＡＣ层在ＢＥＢ与ＭＩＬＤ间选
择．仿真中匹配模型选第 １１条规则：ｉｆａｔｔｒｉｂｕｔｅ１＝（０，
４００］ａｎｄａｔｔｒｉｂｕｔｅ２＝（０，４］ａｎｄａｔｔｒｉｂｕｔｅ３＝５ｔｈｅｎａｔｔｒｉｂｕｔｅ４
＝１．ａｔｔｒｉｂｕｔｅ４为１表明退避机制应采用ＢＥＢ．
图５为根据 ＲＳＬＥ得出 ＢＥＢ配置（十字号）的吞吐

量与默认采用 ＭＩＬＤ（圆圈）的结果图．ＣＢＲ在第 ６０ｓ开
启，在６０ｓ到 １３５ｓ中 ＭＩＬＤ平均吞吐量为 ２００１８ＫＢ，而
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ＲＳＬＥ用ＢＥＢ平均吞吐量为２２０５６ＫＢ（提高９７３％）但
在 １３１６ｓ时 吞 吐 量 为 ８９８５ＫＢ，在 １３２５ｓ时 为
１１３４９ＫＢ，在这０９ｓ内有一次抖动，该抖动并不影响网
络整体性能．在 １３５ｓ到 １５０ｓ内，ＭＩＬＤ平均吞吐量为
１８０４６ＫＢ，采用 ＲＳＬＥ选择的平均吞吐量为 ２２１５３ＫＢ
（提高２２７６％）．

图６虚线为采用ＭＩＬＤ数据包端到端延时，实线为
ＲＳＬＥ的延时．数据包 ＩＤ从６３０９至１４５３９时用 ＭＩＬＤ，平
均延时１０９５３ｍｓ；而用ＲＳＬＥ时为９９５６ｍｓ（少９１１％）．
在１４５４０至１５６７６用 ＭＩＬＤ，平均延时１２２４１ｍｓ，ＲＳＬＥ时
９９４４ｍｓ（减少１８７５％）．

对丢包率，仿真期间共发送了 ８１４５个 ＵＤＰ数据
包，ＭＩＬＤ机制收到 ４１７４个（丢包率 ４８７５％），ＲＳＬＥ选
择的退避机制收到４５３２个（丢包率为４４３５８％，降低了
约４４％）．通过以上三种网络性能参数分析，知 ＲＳＬＥ
能有效提高吞吐量，减少数据包延时，降低丢包率．

为进一步验证ＲＳＬＥ在ＣＲＮ中学习的优越性．随机
产生１０个场景，每个场景的基本工作参数与图５和图６
的网络参数相同．ＲＳＬＥ在 ＢＥＢ与 ＭＩＬＤ中选择一种退
避机制，与之对比的是默认采用另一种．即每个场景被
不同退避机制配置了两次，并独立运行进行性能比较．
其中，第３、第６和第７场景的跳数较少，其他场景的跳
数相对较多．仿真中，ＲＳＬＥ在第３、第７、第９和第１０个

场景中选择了ＭＩＬＤ，而在剩下的场景中选择了 ＢＥＢ．采
用默认方式与ＲＳＬＥ推理方式的平均吞吐量、平均延时
和丢包率的对比结果如表９．

表９ 平均吞吐量、平均延时和丢包率的对比结果

场景号 １ ２ ３ ４ ５ ６ ７ ８ ９ １０

平均

吞吐量

Ａ １９８４３４．６ ４５８８３５．０ ７０００００．８ ４３９０７４．６ ６８７４９１．４ ４９９９８８．７ ２０００１２．１ ２９３６６６．５ ２９７３２７．６ ３１３３４４
Ｂ １９２３１８．２ ３４７６８９．５ ７０００００．８ ２４９２１９．４ ６０９０８６．２ ４９４９５１．７ ２０００１２．１ １３４０３３．２ ２８０３１３．４ ２９１４４６．１

平均

延时

Ａ ０．０２０６ ０．００８９２ ０．００５８５ ０．００９３２ ０．００５９５ ０．００８１９ ０．０２０４ ０．０１３９ ０．０１３７ ０．０１３０
Ｂ ０．０２１２ ０．０１１７ ０．００５８５ ０．０１６４ ０．００６７２ ０．００８２７ ０．０２０４ ０．０３０５ ０．０１４６ ０．０１４０

丢包率
Ａ ０．５０３９ ０．０８２３６ ０ ０．４５１１ ０．１４０６ ０．００００５５３４ ０ ０．７１３２ ０．７０９６ ０．６９４０
Ｂ ０．５１９２ ０．３０４６ ０ ０．６８８４ ０．２３８６ ０．０１０１２ ０ ０．８６９１ ０．７２６２ ０．７１５３

注释：Ａ粗糙集引擎 Ｂ默认选择

如表９所示，第３（第７）场景采用不同退避机制时，
粗糙集方案（Ａ）与默认方案（Ｂ）对应的平均吞吐量相同
（如第３场景Ａ、Ｂ对应的吞吐量均为７０００００８）．原因是
这两种场景的跳数分别为 １跳与 ２跳，在跳数较少时
ＢＥＢ与 ＭＩＬＤ配置区别不大．在余下 ８个场景中基于
ＲＳＬＥ的平均吞吐量都要高于默认退避机制．对平均延
时，第３与第７场景延时值相同，而剩下的８个场景中
默认方式的平均延时均大于 ＲＳＬＥ的延时．对丢包率，
第３与第７场景的丢包率均为零，剩余场景中 ＲＳＬＥ方
式的丢包率明显低于默认选择方式．

５ 结论

本文研究了 ＣＲＮ跨层认知学习问题，提出了一种
基于ＲＳ的跨层认知模型，该模型由学习引擎 ＲＳＬＥ、案

例事件库、知识库、规则匹配器相结合实现 ＣＲＮ的认知
学习．ＲＳＬＥ通过选择合适的离散、属性约简与值约简算
法有效提高了知识提取的准确性．重配置网络的仿真
证实了该引擎能有效学习跨层参数间的潜在知识，得

出的知识可通过知识库被共享并能很好运用于网络重

构设计以提升其性能．
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